Maschinelles Lernen

Industrielle Agenten und Agenten-
basiertes Lernen im technischen Kontext

Datenverarbeitungsprozesse werden immer komplexer hinsichtlich der Daten-
menge, Datendimension und dem Zusammenhang der abgeleiteten Informa-
tionen mit den Eingangsdaten. Dieses wird bei sensorischen Messprozessen
besonders deutlich, wo Messunsicherheiten, Kalibrierungsfehler, und Unzuver-
lassigkeit von Sensoren signifikanten Einfluss auf die Informationsgewinnung
haben. Gerade im technischen und industriellen Kontext stellt die zunehmende
Komplexitat und Verteilung der Datenverarbeitung ein zunehmendes Problem
dar. Haufig stehen hinter der Informationsableitung mathematische Modelle
und Funktionen, die aber nicht immer vollstindig sind. Geht es um die Gewin-
nung von Zustandsaussagen eines Systems oder um Adaption, kénnen Lern-
verfahren eine Alternative darstellen. Traditionell werden Messdaten zentral
gesammelt und ausgewertet. Es soll aufgezeigt werden, wie verteiltes Maschi-
nelles Lernen mit mobilen Agenten und selbst-organisierenden Systemen einen
signifikanten Beitrag zur Verbesserung der Datenverarbeitung in technischen
und industriellen Systemen leisten kann, dieses sowohl hinsichtlich der Qua-
litdt der Aussagen von Schlussfolgerungen, der Effizienz als auch der Robust-
heit. Dieser Beitrag soll einen Uberblick der verschiedenen Teilbereiche Lernen,
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Agenten und Architekturen geben.

In den letzten Jahrzehnten gab es einen Wan-
del von passiven einzelnen Sensoren hin zu
Netzwerken aus smarten Sensoren, die mit
Informations- und Kommunikationstechno-
logien ausgestattet sind. Weiterhin kann man
einen rasanten Anstieg der Sensordichte in
Sensornetzwerken feststellen [1] (Bild 1). Fort-
schreitende Miniaturisierung von Sensoren
und neue Mdglichkeiten der Mikrosystemtech-
nik ermdglichen die Einbettung von sensori-
schen Netzen in Materialien und technische
Strukturen [2]. Die material-integrierten Sen-
sornetzwerke stellen besondere Anforderun-
gen an die Informationsverarbeitung hinsicht-
lich Ressourcenbedarf, Latenz, Energiebedarf
und Robustheit dar. Technische Fehler kénnen
in solchen Systemen i.A. nachtraglich nicht
korrigiert werden und miissen durch adaptive
und selbst-organisierende Systemeigenschaf-
ten ausgeglichen werden. Die Grol3e eines au-
tonomen Smarten Sensors, ausgestattet mit
Informations- und Kommunikationstechnolo-
gien, erreicht derzeit die mm3 Skala, wie z.B.
die Smart Dust Mote [3].

Auf der anderen Seite der Skalierbarkeit gibt es
einen zunehmenden Bedarf und Einsatz von
Cloud Losungen, z.B., um Fertigung, Entwurf,

und Produkte zur Optimierung
zu koppeln [4]. Eine Cloud ist
charakterisiert durch die ortsun-
gebundene Virtualisierung von
Speicher und Rechenkapazitat,
haufig unter Anbietung von
Dienstleistungen fiir die Daten-
verarbeitung (Service-orientier-
te Architekturen). Eine Cloud ist
grob-granuliert verteilt, primar
mit Rechenzentren physisch
besetzt und skalierbar durch Hinzunahme wei-
terer Server und Rechenzentren. Cloud Um-
gebungen leisten einen wesentlichen Beitrag
zur Bewidltigung des Big Data Problems und
der Informationsgewinnung aus einer grofen
Menge von teils nicht direkt korrelierten Daten.

Zuklnftige industrielle Umgebungen, die sich
aus Produktion, Entwurf und Endkunden zu-
sammensetzen, werden Datenverarbeitung
auf diversen Skalen abdecken: Von der Mikro-
bis zur Makroebene. Diese Umgebungen wer-
den durch stark heterogene Netzwerkumge-
bungen charakterisiert sein.

In diesem Beitrag sollen neue Méglichkeiten
durch den Einsatz von mobilen und lernen-
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Bild 1: Generationenfolge
von Sensoren: Von passi-
ven Sensoren hin zu Sensor
Clouds.
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Zeit Heute I

den Agenten aufgezeigt werden, um auch
zukiinftig effiziente und skalierbare Datenver-
arbeitung in Sensor- und industriellen Netz-
werken zu ermdglichen. Dies gilt gerade auch
im Hinblick auf selbst-organisierende und
selbst-adaptive Strukturen, die den Adminis-
trationsaufwand deutlich verringern und die
Zuverldssigkeit erhdhen sowie Cloud-basierte
Lésungen ermdglichen.

Multi-Agenten Systeme und Indus-
trielle Agenten

Agenten sind teil- oder voll autonome Daten-
verarbeitungseinheiten, die grundlegend aus
einem Steuerungs- und Planungsmodul sowie
Daten bestehen, zusammengefasst in einem
informatorischen Prozess, der durch seinen
veranderlichen Kontroll- und Datenzustand
bestimmt ist. Diese privaten Daten des Agen-
ten stammen zum einen aus einem Perzepti-
onsprozess mit der Umgebung (z.B. Sensori-
sche Daten) und zum zweiten aus berechneten
Daten. Wesentliche Eigenschaft von Agenten
ist die Adaptierbarkeit ihres Verhaltens (des
Steuerungsmoduls) basierend auf aktuellen
und vergangenen Daten, z.B. Sensordaten.
Diese Adaptierbarkeit geht unmittelbar mit
dem Konzept des Lernens einher.

Das Verhalten von Agenten kann an das von
natiirlichen Lebewesen angelehnt sein, z. B. wie
in der weit verbreiteten Belief-Desire-Intenti-
on (BDI) Architektur [5]. Dies geschieht hdaufig
unter Verwendung von deklarativen Beschrei-
bungen. Ein vereinfachtes Verhaltensmodell
ist das graphen-basierte Aktivitits-Ubergangs
Modell (ATG, engl. Activity-Transition Graph
(Bild 2) welches das Verhalten eines Agenten
mit einer Vielzahl von Aktivitdten beschreibt,
die Aktionen ausfiihren, d. h. Daten verarbeiten
und mit der Umgebung interagieren. Die Akti-

vitdtstibergdnge werden durch interne Daten
des Agenten bestimmt (d.h. sie sind i. A. kon-
ditional).

Die Aktivitdten (Anweisungsblocke) erlauben
eine Partitionierung des Gesamtverhaltens ej-
nes Agenten, auch mit Bezug auf die Ziele des
Agenten, und stellen grob granulierte Ausfiih-
rungsschritte dar. Aktivitdten werden von einer
Agentenplattform als ,Wirt" ausgefiihrt. Ein
ATG ist zur Laufzeit vom Agenten modifizier-
bar (Dynamischer ATG), wodurch das Verhal-
ten eines Agenten selbst-adaptierbar wird. Die
Modifikation des ATG bedeutet eine Anderung
der Ubergéinge (Kanten) und der Aktivititen
(Austausch, Loschung oder Hinzufligung) des
Graphen.

Agenten werden bereits erfolgreich im indust-
riellen Umfeld eingesetzt, vornehmlich fir die
Planung [6] und Ablaufsteuerung von Ferti-
gungsprozessen [7], aber auch zunehmend flr
eine weitreichende Vernetzung von z.B. Pro-
duktion und Entwurfsprozessen [4].

Neben der Steuerung von Produktionspro-
zessen sind Agenten auch fiir die Bereiche
Wartung, modulare Fertigungssysteme, Qua-
litatskontrolle und Energiemanagement ein-
setzbar. Fahigkeiten der Selbstorganisation
und Adaptivitdt spielen eine zunehmende Rol-
le im industriellen Umfeld, insbesondere durch
die zunehmende Einbeziehung von Sensoren
und Sensornetzwerken. Das neue Paradigma
der industriellen Agenten kann einen wesent-
lichen Beitrag leisten fiir zukiinftige modulare
und flexible industrielle Umgebungen, die in
Cloud Umgebungen eingebettet werden.

Mobile Agenten sind in der Lage, ihren Zu-
stand, der sich aus Daten- und Kontrollzustan-
den zusammensetzt, als ,Schnappschuss” von
einer Ausfiihrungsplattform zu einer anderen
mitzunehmen, wodurch eine nahtlose Ausfiih-
rung des Agenten mdglich wird. Mobile Agen-
ten reflektieren daher eine mobile Servicear-
chitektur.

Multi-Agenten Systeme setzten sich aus einer
Vielzahl von einzelnen Agenten zusammen,
die miteinander kommunizieren. Kommunika-
tion kann direkt mit Nachrichten erfolgen (z.B.
FIPA-ACL), oder indirekt und stérker entkoppelt
durch z.B. Tuplerdume mit einer Muster-basier-
ten Suche [8] geschehen. In verteilten Syste-
men wird i.A. eine groBe Aufgabe auf eine Viel-
zahl von kleinen Aufgaben und somit Agenten
verteilt, dem Divide-and-Conquer Ansatz fol-
gend. Ein Beispiel ist verteiltes Data Mining mit
Map&Reduce Ansatzen.
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Die Skalierung von industriellen Datenver-
arbeitungsanwendungen  auf  komplexe
Cloud-basierte und weit ausgedehnte verteil-
te Netzwerke inklusive Sensornetzen fiihrt zu
Systemen mit tausenden bis Millionen von
Agenten. Die Agentenplattform ist daher eine
zentrale Schlisseltechnologie, die spater dis-
kutiert wird.

Verteiltes Maschinelles und Agenten
Lernen

Maschinelles Lernen (ML) kann unterteilt wer-
den in Uberwachtes, riickgekoppeltes, und
nicht-liberwachtes Lernen (Bild 3). Trainiertes
liberwachtes Lernen dient haufig der Ablei-
tung einer Klassifikationsfunktion

K: f(x) = | mittels eines Lerners (Modellbilder)
M: f(D) - K aus einer Vielzahl von gekennzeich-
neten Datensatzen D, die sich aus x € X n-di-
mensionalen Vektoren, z. B. Sensordaten S, und
einer Menge von zugeordneten Symbolen (La-
bels) | € L zusammensetzen. Die Klassifikations-
funktion wird durch Training in der Lernphase
abgeleitet, wo durch einen Trainer (Mensch
oder Programm) bekannten Datensatzen die
entsprechenden Symbole zugeordnet wer-
den (beide sind Eingabedaten, ,labeled data”).
Nach der Lernphase folgt die Anwendungs-
phase, wo die Klassifikationsfunktion eine Vor-
hersage eines Symbols (das Klassenmerkmal)
fiir einen unbekannten Datensatz x berechnet.
Ein Beispiel wird spdter gezeigt, wo ML fiir die
Erkennung von unterschiedlichen Lastsituatio-
nen einer mechanischen Struktur aus Sensor-
daten genutzt wird. Rlckgekoppeltes Lernen
(z.B. Belohnungslernen) hingegen bewertet
aktuelle Perzeption hinsichtlich gewahlter Ak-
tionen, und versucht in der Planung geeignete
Aktionen (oder Plane) auszuwdhlen, um vorge-
gebene Ziele zu erreichen.

ML und Agenten kénnen kombiniert werden
und mobile Agenten sind fiir die Exploration

Aktivitat Ay
Aktion 1;
Aktion 2;

AGENTEN DATEN

Agenten Klasse AC

——

in raumlich ausgedehnten Gebieten in einem
Netzwerk geeignet, d.h. um Sensordaten zu
sammeln. Diese kénnen verwendet werden,
um ein Klassifikationsmodell der Daten beziig-
lich der gewahlten Eigenschaften zu erstellen,
wie z.B. verschiedene Lastsituationen eines
Bauteils. Dieses Modell kann vom mobilen
Agenten transportiert werden und an anderer
Stelle angewendet werden. Diese Eigenschaft
ist besonders in mobilen Netzwerkumgebun-
gen von Bedeutung, vor allem bei der Nutzung
von mobilen Endgerédten wie Smartphones als
Sensorknoten. So kann die Mobilitat eines Lern-
agenten umgekehrt genutzt werden, um Da-
ten in einem festgelegten raumlichen Bereich
von fluktuierenden und ,durchstrémenden”
mobilen Gerdten aufzunehmen (Ubiquitous
Computing [9]). Weiterhin kann riickgekoppel-
tes Lernen (Belohnungslernen) mit dem Agen-
tenmodell zur Adaptation und Planung von
Aktionen, wie z.B. der Steuerung von Aktoren
oder ganzen Maschinen, kombiniert werden.

Neben klassischen Lernalgorithmen, die Lern-
und Anwendungsphasen besitzen, gewinnen
inkrementelle {online) Lerner an Bedeutung
[10]. Sie kbnnen wahrend der Laufzeit neue Da-
tensdtze zur Verbesserung des gelernten Mo-
dells nutzen (z.B. Entscheidungsbaumlerner
oder Neuronale Netzwerke), ohne die gesamte
Datenbank mit allen bisherigen Datensdtzen
speichern zu miissen.

Haufig sind Lerner zentralisiert, d. h. alle Einga-
bedaten werden durch ein Programm gesam-
melt und ausgewertet, was mit einem zentra-
len Ausfallpunkt und hoher Datenstromdichte
verbunden ist. Es existieren aber Ansatze, das
Lernen unter Verwendung von Agenten zu
verteilen. Ein mdoglicher Ansatz basiert auf
dem Lernen lokaler Modelle, die global zusam-
mengefiihrt werden. Dies geschieht, indem
das gesamte Netzwerk rdumlich in Regionen
(Regions of Interest, ROI) unterteilt wird und
eine Vielzahl Lerner jeweils in diesen Regionen
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Bild 2: Aktivitdts-Uber-
gangs Graphen als einfa-
ches Modell zur Beschrei-
bung des Verhaltens von
Agenten.
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Bild 3: Die Kombinati-
on aus Maschinellem
Lernen und Agenten
fiihrt zu einem Syn-
ergieeffekt bei der
Komposition von
komplexen Systemen.
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operieren. Beim Klassifizieren wird es eine Viel-
zahl von Vorhersagen geben, die immer nur
auf einer lokalen Sicht beruhen und differieren
(falsch sein) kénnen. Ein geeignetes Mittel zur
Ableitung der zuverlassigen globalen Klassifi-
kation kann durch Stimmabgabe und Wahlver-
fahren erfolgen, d.h. ein Mehrheitsentscheid
liefert das wahrscheinlichste Klassifikations-
ergebnis. Solche verteilten Lernsysteme ska-
lieren deutlich besser als zentrale Lerner und
besitzen keinen zentralen Ausfallpunkt. Der
Wegfall einzelner Lerner fiihrt nur zu einer klei-
neren Anzahl von Stimmen mit herabgesetzter
Wahrscheinlichkeit der globalen Korrektheit.

Formell lasst sich die raumliche Verteilung am
Beispiel des klassifizierenden Lernprozesses fiir
Sensordaten wie folgt darstellen:

M :D - K(S) myidy, =k ()

lelL ks, =1,

K:§—>1 = K:( g1

D (8", 1,(8%,17),} R (G NCR i B0
xf" x’_‘" Xpewgv """ Fpug-v

S: T : i, 2
Tim 1 Xom Xowg-v """ Frpugee

Zentralisiertes ML ~ — Verteiltes ML

(M

WennS=(s_1,5_2,..) eine Matrix (oder Vektor)
der einzelnen raumlich verteilten Sensoren mit
den Daten x . an Position (n, m) darstellt und
S, €ine Teilmatrix um den rdumlichen Mittel-
punkt (ij) davon und K als globale, ku als eine
lokal gelernte Klassifikationsfunktion.
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Ungekenn-

Agentenplattformen

In stark heterogenen Einsatzumgebungen ist
die Agentenplattform eine Schliisseltechnolo-
gie um mobile Agenten nahtlos und ohne zu-
satzliche Transformation ausfiihren zu kdnnen.
Bisherige Agentenplattformen kdénnen noch
nicht mit einer gro3en Anzahl von Agenten um-
gehen und kénnen nurim Labormalstab einge-
setzt werden (mit weniger als 1000 Agenten) [7].
Will man den Ansatz auf grofere Probleme an-
wenden, so erfordert dies eine deutlich héhere
Agentenzahl.

Weiterhin sind in stark heterogenen Einsatzum-
gebungen verschiedene Implementierungen
(Hardware, Software, Simulation, Browser und
Server) auf verschiedenen Hostplattformen
(Microchip, eingebettete und mobile Systeme,
Computer, Server, Browser) erforderlich (Bild 4)
gezeigt ist. Es gibt nur wenige prototypische
Agentenplattformen, die sehr breitbandig ein-
gesetzt werden kdnnen. Ein Beispiel ist die por-
table JavaScript Agent Machine (JAM) Plattform
[11], die Agenten mit mobilen JavaScript-Code
effizient ausfiihrt, der auch die Daten des Agen-
ten einbettet. Eine auf dem Stack Prozessor ba-
sierte Losung stellt die Pipelined Agent Virtual
Machine (PAVM) dar [12], die ebenfalls sehr
breitbandig eingesetzt werden kann, mobilen
FORTH-Code mit eingebetteten Daten nutzt
und zudem Hardware und Software Implemen-
tierungen ermdglicht. Sowohl PAVM als auch
JAM basieren auf dem ATG Agenten Modell und
sind prinzipiell kompatibel.

Die JAM Plattform bietet als eine der wenigen
Plattformen Maschinelles Lernen als Service an,

Machinelles
Lernen

| " Komplexe
Systeme

Multl-Agenten
Systeme

Industrie 4.0 Management 32 (2016) 6



WEB Browser

B :

{1 Mikrochip

Eingebettet

d.h., ein Lerneragent speichert nur ein gelern-
tes Modell, aber nicht die Algorithmik (den ML-
Code), was zu einer erheblichen Effizienzsteige-
rung fiihrt.

Der Einsatz von mobilen Agenten und den Platt-
formen im Internet oder industriellen Netzwer-
ken erfordert zusdtzliche Organisations- und
Sicherheitsstrukturen. In einem material-inte-
grierten Sensornetzwerk besitzen Knoten z.B.
allgemein eine geometrische Nachbarschafts-
konnektivitat, die im Internet nicht gegeben ist,
zudem das Internet ein Netz aus Netzen darstellt.
Mobilitdt von Agenten bedarf daher virtueller
Vernetzungs- und Kommunikationsstrukturen,
die von der Plattform bereitgestellt werden miis-
sen. Eine Moglichkeit besteht in einem verteilten
Verzeichnisdienst, der Rechner (Hosts) und Agen-
tenplattformen in Gebiete einteilt [11, 12].

Die Mobilitdt von Agenten (=Prozessen) erfor-
dert zwei wichtige Eigenschaften: (I) Effiziente
Erzeugung eines,Schnappschusses” eines Pro-
zesses in Form eines Programms, der den Code
und den aktuellen Kontroll- und Datenzustand
des Prozesses einbindet. (Il) Geringe Abhéngig-
keit des Programms von der Plattformschnitt-
stelle, der Hostplattform (Rechnerarchitektur)
und von Netzwerkarchitekturen, d.h. Vermei-
dung von Bindrcode. JavaScript bietet zB.
auf gangigen virtuellen Maschinen (node.js,
Google V8 usw.) eine isomorphe Transforma-
tion zwischen dem gerade ausgefiihrten Code
und dem Programmtext. Weiterhin erfordert
die Rekonfigurierbarkeit von Agenten die Fa-
higkeit zum Codemorphing (Anderung des
Programmcodes) zur Laufzeit.

Beispiel: Lasterkennung von mecha-
nischen Strukturen

Ein Anwendungsbeispiel fiir verteiltes Lernen
gemal’ dem Ansatz in GI. 1. ist die Strukturiiber-
wachung von mechanischen Bauteilen. Dabei

Software

Hardware

L

konnen durch ein Lernverfahren verschiedene
Lastsituationen (I_1,1_2,..) von Sensordaten ge-
lernt und unterschieden werden, ohne eine ge-
naue Kenntnis des mechanischen Modells des
Bauteils zu haben (z.B. ein FE Modell). Die Sen-
sordaten stammen aus einem Sensornetzwerk,
welches z.B. auf der Oberflache oder im Bauteil
integriert ist und z.B. mittels Dehnungssensoren
einen ortlich aufgeldsten Dehnungszustand des
Bauteils liefern kann (Bild 5 links). Die Knoten
des Sensornetzwerkes stellen neben Sensoren
auch eine Agentenplattform zu Verfiigung.

In diesem Szenario werden eine Vielzahl von

mobilen und immobilen Agenten (Bild 5

rechts) mit unterschiedlichen Zielen/Aufgaben

und Verhalten eingesetzt:

+ Knotenagent: Jeder Sensorknoten ist mit
einem immobilen Knotenagenten besetzt,
der die Sensorvorverarbeitung und Ereig-
niserkennung durchfiihrt (d.h. ob es einen
signifikanten Stimulus gegeben hat).

- Lerneragent: Auf jedem Sensorknoten be-
findet sich ein Lerneragent, der vom Kno-
tenagent aktiviert wird, wenn ein sensori-
scher Stimulus aufgetreten ist. Dieser Lerner
kann sich in zwei Phasen befinden: (I) Ler-
nen und () Klassifizieren. Die Auswahl der
Phase erfolgt liber Benachrichtigungsagen-
ten, die im Netzwerk z.B. eine bekannte
Lastsituation (das Label I) ankiindigen oder
Lerner in den Anwendungsmodus schal-
ten. Die Lerneragenten haben Zugriff auf
Sensordaten aus ihrer unmittelbaren Um-
gebung, mit denen sie ein lokales Modell
(Sensor-Last) lernen.

« Explorationsagent: Sowohl fiir die Vorher-
sage eines sensorischen Stimulus als auch
flir das Lernen sind Sensordaten in einem
begrenzten Bereich (Region of Interest, ROI)
erforderlich. Diese werden mittels eines
Divide-and-Conquer Ansatzes mit Explo-
rationsagenten eingesammelt und an den
Knoten- oder Lerneragenten ausgeliefert.
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Bild 4: Verschiedene
Hostplattformebenen,
Implementierungen und
Agentenplattformen
(JADE: [17], JAM: [11],
CAVM: [13], PAVM: [12],
PCSP: [14]).
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Bild 5: (links) Technische Struktur mit Sensornetzwerk und Integration in Intra- und Internet Umgebun-
gen (rechts) Logische Netzwerkschicht und verschiedene eingesetzte Agenten Klassen.

« Stimmagent: Hat ein Lerneragent eine
Klassifikation der Lastsituation aus seiner
lokalen Sicht durchgefiihrt, so sendet er
Stimmagenten aus, die von Wahlagenten
eingesammelt werden, um ein globales Ab-
stimmungsergebnis und somit eine Vorher-
sage einer aktuellen Lastsituation zu liefern.

Die einzelnen Agenten werden zum Teil dy-
namisch von anderen Agenten erzeugt, z.B.
die Explorationsagenten von den Lerner- oder
Knotenagenten. Die Agenteninteraktionen fin-
den liber Tuplerdume (synchronisierter Daten-
austausch) sowie mobile Signale statt.

In[15] wurde mit einem beispielhaften Netzwerk
bestehend aus 64 Sensorknoten solch ein MAS
simuliert (Bild 5). Dabei wird die Sensorierung
einer mechanischen Struktur mit Dehnungssen-
soren angenommen. Je nach Lastsituation und
Anderung von Dehnungssensoren ist das Netz-
werk zeitweise mit einigen Hundert bis Tausend
Agenten besetzt, die teilweise zwischen den
Sensorknoten migrieren. Eine effiziente Ausfiih-
rung und Migration ist daher unverzichtbar und
konnte durch die JavaScript-Plattform JAM reali-
siert werden. Ein signifikanter Vorteil liegt in der
ereignisbasierten Sensorverarbeitung, wo im
Gegensatz zur kontinuierlichen strombasierten
Auswertung nur stimulierte Bereiche im Netz-
werk aktiviert werden und sich der erforderliche
Rechen- und Kommunikationsaufwand deutlich
reduziert (bis zu 90%). Agenten konnen in die-
sem Szenario ebenso zwischen verschiedenen
Netzwerken und in heterogenen Umgebungen
eingesetzt werden, um z. B, Online-Lernverfah-
ren mit numerischen Offline-Verfahren zu kop-
peln [16] und um Sensor- und Aktornetzwerke

in das Internet und Cloud-Umgebungen zu in-
tegrieren.

Die Ergebnisse des verteilten Lernens, basierend
auf dem Wahlverfahren, konnten verschiedene
Lastsituationen mit einer guten globalen Vor-
hersagewahrscheinlichkeit klassifizieren [15],
die mittlere Korrektheit der globalen Klassifizie-
rung (richtig positiv) lag meistens bei iber 80%
(d. h. 20% der Stimmen waren falsch).

Zusammenfassung

Die zunehmende Komplexitdt und Heteroge-
nitat von industriellen Netzwerken und deren
Einbindung in das Internet und Clouds erfordert
neue selbstorganisierende und selbstadapti-
ve Methoden, die durch autonome Basiszellen
konstruiert werden konnen. Multi-Agenten
Systeme stellen eine skalierbare Methode dar,
die mit lernenden Agenten einen wesentli-
chen Beitrag zur robusten und effizienten In-
formationsgewinnung leisten konnen. Am
Beispiel der Strukturiiberwachung wurde die
Partitionierung einer globalen in viele einzelne
Aufgaben und Bearbeitungseinheiten mittels
Agenten aufgezeigt, die wesentlich auf einem
Divide-and-Conquer Ansatz beruht. Lokales
Lernen ist fiir die Erlangung globaler Aussagen
durch Kollektiventscheid nutzbar. Die Agenten-
plattform ist eine Schliisseltechnologie fiir den
erfolgreichen und effizienten Einsatz von MAS
in stark heterogenen Umgebungen.

Schliisselworter:

Self-X Systeme, Multi-Agenten Systeme, Ver-
teiltes maschinelles Lernen, Strukturiiberwa-
chung
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